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RESUMO

O objetivo deste trabalho foi a avaliagcdo da acuracia de algoritmos de classificacdo do uso e cobertura do solo, quando
aplicados a uma imagem orbital de média resolucéo espacial. Para esse estudo foram utilizadas as bandas espectrais da
faixa do visivel e infravermelho préximo, do sensor Operational Land Imager — OLI na Baia da Babitonga/SC. Foram
propostas nove classes de cobertura do solo, que serviram como controle para testar 11 algoritmos classificadores: Binary
Encoding, Example Based Feature Extraction, IsoData, K-Means, Mahalanobis Distance, Maximum Likelihood,
Minimum Distance, Neural Net, Parallelepiped, Spectral Angle Mapper e Spectral Information Divergence. O
classificador Maximum Likelihood foi 0 que apresentou o melhor desempenho, obtendo um indice Kappa de 0,89 e
acurdcia global de 95,5%, sendo capaz de distinguir as nove classes de cobertura do solo propostas.

Palavras-chave: Acuracia de Algoritmos, Baia da Babitonga, Imagem orbital, Sensoriamento remoto, Uso e cobertura do
solo.

Evaluation of the Accuracy of Orbital Image Classification Algorithms in
Babitonga Bay, northeast of Santa Catarina

ABSTRACT

The objective of this work was to evaluate the classification algorithms accuracy of the soil use and cover when applied
to a spatial mean orbital image. For this study we used the visible and near infrared spectral bands of the Operational
Land Imager - OLI sensor in Babitonga Bay / SC. Nine classes of soil cover were proposed, which served as control to
test 11 classifier algorithms: Binary Encoding, Example Based Feature Extraction, IsoData, K-Means, Mahalanobis
Distance, Maximum Likelihood, Minimum Distance, Neural Net, Parallelepiped, Spectral Angle Mapper and Spectral
Information Divergence. The Maximum Likelihood classifier presented the best performance, obtaining a Kappa index
of 0.89 and a global accuracy of 95.5%, being able to distinguish the nine proposed classes of soil cover.

Keywords: Algorithms Accuracy, Babitonga Bay, Orbital image, Remote sensing, Soil Use and Cover.

Introducéo

Os mapas de uso e cobertura do solo sdo
dados cléssicos e possuem informagdes cruciais
para entender a relacdo entre 0 homem e o0 meio
ambiente (Gémez et al., 2016). Uso da Terra
refere-se aos fins para os quais 0s humanos
exploram a cobertura do solo, como alteragdes
feitas por atividades antropicas, engquanto a
cobertura do solo refere-se as caracteristicas
fisicas da superficie da Terra, como vegetacéo,
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agua e solo (Lambin et al., 2000; ChaveS et al.,
2020).

As alteragdes no uso e cobertura do solo
referem-se a dindmica desta interacdo e podem
ser representadas pela atividade antropica (por
exemplo, desmatamento, urbanizacdo e
intensificacdo da agricultura) ou ac¢des naturais
(por exemplo, secas, inundagdes e incéndios
naturais) (Lambin et al., 2000). Destarte, as
informacdes geradas pelos mapas de uso e
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cobertura do solo podem dar suporte a nossa
percepcao do sistema Homem-Natureza.

Atualmente o0 emprego dos dados de uso
e cobertura do solo tem sido ampliado para
promover a implementacdo de politicas
relacionadas a gestdo dos recursos naturais e
dos problemas ambientais, como seguranga
alimentar, mudangas climaticas, desmatamento
e dindmica agricola (Xu et al., 2018). O uso
compartilhado dos dados de uso e cobertura do
solo reforca a necessidade de mapeamentos
detalhados para permitir o desenvolvimento
sustentavel.

Deve ser ressaltado ainda que, o
crescimento das cidades aliado a préaticas nao
sustentaveis, tem provocado grandes impactos
ambientais, como a modificagdo da paisagem
natural, impulsionada principalmente pela
crescente demanda por recursos naturais e
espaco fisico, acarretando o desequilibrio dos
ecossistemas que margeiam 0s centros urbanos
(Silva et al., 2016).

As imagens orbitais sdo uma das mais
modernas fontes de dados para a realizacdo de
monitoramentos ambientais. As imagens
orbitais quando aliadas a técnicas de
geoprocessamento e de processamento digital
de imagens (PDI), permitem a avaliacdo,
caracterizacdo e quantificacdo das alteragdes
fisicas do ambiente, sendo assim uma
alternativa para projetos de monitoramento e
classificacdo do uso e cobertura do solo em
areas extensas (Andrade et al. 2014).

Diversos softwares de PDI e
geoprocessamento disponibilizam algoritmos
que realizam a classificacdo de imagens, porém
é comum observar erros de classificacdo dos
pixels e, posteriormente, interpretagdes
equivocadas da dinamica do ambiente
estudado. Os erros podem ocorrer por conta da
geomorfologia, por diferencas na incidéncia da
luz solar em uma mesma classe de cobertura,
por semelhancas espectrais de diferentes
coberturas de solo ou até mesmo pela
sazonalidade fitofisiondbmica da regido
estudada (Prado et al., 2010; Andrade et al.,
2014). A acuréacia da classificacdo €, ainda,
influenciada pela resolucdo espacial da imagem

Vieira., C., V., Viana., P, A.

orbital, que interfere tanto na defini¢do da area
minima de uma classe, quanto na sua correta
localizagéo espacial.

Diante do exposto, este trabalho teve como
objetivo avaliar a acuracia de algoritmos de
classificacdo de uso e cobertura de solo
aplicados a uma imagem orbital de média
resolucdo  espacial, compreendendo  0s
municipios circundantes & Baia Babitonga/SC
no Bioma da Mata Atlantica.

Metodologia
Area de Estudo

A Baia Babitonga abrange o0s
municipios de Araquari, Balneario Barra do
Sul, Garuva, Itapod, Joinville e Sdo Francisco
do Sul, na regido nordeste do estado de Santa
Catarina (Figura 1), abrangendo uma éarea de
aproximadamente 2.760 km? e uma populacgio
total de 741.624 habitantes (IBGE, 2020).

A regido ainda € caracterizada pelos
contrastes de uso e cobertura do solo,
contemplando regides de intensa urbanizacdo
vertical e horizontal e concentracdo de parques
fabris, principalmente ligados ao setor
metalomecanico (Vieira et al., 2008). Por outro
lado, ocorrem igualmente areas de intensa
preservacdo da Mata Atlantica e ecossistemas
associados (manguezal, restinga e campos de
altitude), com grande expressao no interior das
Unidades de Conservacao.

Imagem Orbital

Os dados sensor OLI (Operational Land
Imager), instalado no satélite Landsat 8 tém
uma vasta aplicacdo recente que demonstra o
seu potencial para superar os desafios relativos
a identificacdo de classes LULC em gradientes
ecologicos heterogéneos de florestas a areas
agricolas (Chaves et al., 2020).

Diante do exposto, para a realizacédo
deste trabalho, foi obtida uma imagem orbital
(Figura 1), do sensor OLI do satélite Landsat 8
obtida gratuitamente na Divisdo de Geragéo de
Imagens do Instituto Nacional de Pesquisas
Espaciais — INPE
(http://www.dqi.inpe.br/catalogo/).
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Figura 1 — Localizag8o da area de estudo.

A imagem orbital utilizada na realizagao
deste estudo, foi captada em 02/04/2019, possui
projecdo UTM, Sistema de Referéncia WGS-
84, meridiano central W 51° (fuso 22). Foram
utilizadas para este trabalho apenas as bandas:
Vermelho (intervalo espectral: 0,64 - 0,67 pum),
Verde (intervalo espectral: 0,53 - 0,59 pm),
Azul (intervalo espectral: 0,45 — 0 um) e
Infravermelho (intervalo espectral: 0,85 - 0,88

pum).

Algoritmos de classificagéo

As ferramentas de classificacdo de
imagens podem ser distinguidas em duas
categorias: classificadores supervisionados e
ndo-supervisionados. Segundo Abburu e Golla
(2015), a classificacao supervisionada pode ser
informalmente definida como o processo no
qual amostras de pixels de identidade
conhecida sdo utilizadas para classificar pixels
de identidade desconhecida. Ja os algoritmos de
classificagdo ndo-supervisionada realizam esta
classificacdo de maneira automatizada, nao
necessitando de amostragem manual para
identificar as diferentes classes contidas na
imagem (Abburu; Golla, 2015). Para a
realizacdo das classificacGes, foi utilizado o
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software de processamento digital de imagens
ENVI5.3.

Neste trabalho foram utilizados onze
algoritmos  distintos, sendo dois de
classificacdo ndo-supervisionada (IsoData e K-
means) e nove de classificagcdo supervisionada
(Binary  Encoding, Feature Extraction,
Mahalanobis, Maximum Likelihood, Minimum
Distance, Neural Net, Parallelepiped, Spectral
Angle Mapper e Spectral Information
Divergence).

Classificadores ndo-supervisionados

Isodata: O algoritmo Isodata baseia-se na
analise de agrupamentos onde séo
identificadas no espaco de atributos as
nuvens (clusters), formadas por pixels com
caracteristicas similares (ABBAS et al.,
2016).

K-Means: O algoritmo do K-Means
funciona a partir da aglomeracgéo de grupos
de pixels. Este, atribui distintos valores (K),
para 0s centros dos grupos e associa cada
ponto ao centro mais proximo, em seguida,
recalcula o centro de cada grupo, repetindo
0s passos até nenhum elemento mudar de
grupo (Linden, 2009; ABBAS et al., 2016).
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Classificadores Supervisionados

Binary Encoding: Segundo Campos et al.
(2016), o Binary Encoding faz a
classificacdo por meio de uma deciséo
binaria. As codificagbes do algoritmo
aplicam operacdes entre o vetor de um pixel
e a média de todos 0s canais espectrais
disponiveis deste pixel. A assinatura de
correspondéncia, definida pela média do
valor do brilho espectral, é obtida pelas
amostras de treinamento dos dados da
imagem.

Feature Extraction: Este classificador
utiliza, aléem da informagdo espectral de
cada pixel, a informacdo espacial que
envolve a relacdo entre os pixels e seus
vizinhos. A grande vantagem de classificar
regides por segmentacao, &€ que o nimero de
variaveis consideradas na classificacdo
pode aumentar, pois, além dos dados
espectrais, € possivel descrever cada regido
usando parametros de forma, textura e
associacdo entre  objetos  (Perumal;
Bhaskaran, 2010).

Mahalanobis Distance: O algoritmo do
classificador Mahalanobis Distance baseia-
se na distancia dos valores espectrais,
utilizando principalmente valores médios
espectrais de classes distintas, ignorando
valores de variancia (Jog; Dixit, 2016).

Maximum Likelihood (MaxVer): De acordo
com Andrade et al. (2014) e Silva et al.
(2016), o classificador  Maximum
Likelihood é a ferramenta de classificacdo
supervisionada mais comumente utilizada.
O seu algoritmo calcula a probabilidade de
um dado pixel pertencer a uma das classes,
considerando como normal ou gaussiana a
distribuicdo da amostra de treinamento,
descrita pelo vetor de média e pela matriz
de covariancia do pixel. O algoritmo utiliza
pardmetros estatisticos para ponderar a
distancia entre as médias dos valores dos
pixels.

Minimum Distance: Este Algoritmo atribui
um pixel a uma determinada classe,
calculando a distancia minima de seu valor
até a média que atribui cada pixel a classe
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cuja média é mais proxima dele (Perumal,
Bhaskaran, 2010).

Neural Net: Uma Rede Neural é um
conjunto de elementos processadores
individuais (neurbnios) com varias entradas
e uma unica saida, interconectados através
de pesos sinapticos e agrupados sob as mais
diversas topologias. Cada neurdnio recebe
nas suas entradas os valores das saidas dos
neurdnios conectados a ele, podendo assim,
avaliar os resultados e readequa-los, quando
necessario (Perumal; Bhaskaran, 2010).
Parallelepiped: De acordo com Silva et al.
(2016), o classificador Parallelepiped
estabelece limites superior e inferior para 0s
valores de brilho de cada banda. Este
intervalo é definido a partir de histogramas,
com niveis de cinza, dos componentes
espectrais disponibilizados pelos dados de
treinamento. Os pixels sdo classificados
dentro da faixa de decisdo dos limites
obtidos para todas as bandas que integram a
classificacéo.

Spectral Angle Mapper (SAM): O SAM ¢
um método de classificacdo supervisionada
que verifica a semelhanca entre as
caracteristicas espectrais de alvos de
referéncia e as assinaturas espectrais dos
pixels de uma imagem. Os valores do SAM
sdo expressos em angulos, de modo que
quanto menor for o angulo para um pixel
classificado, maior serd sua semelhanca
com a amostra de referéncia (Perumal;
Bhaskaran, 2010).

Spectral Information Divergence (SID): O
método SID é um método de classificacao
que usa uma medida de divergéncia para
associar o pixel a um determinado espectro.
Quanto menor a divergéncia, maior a
probabilidade de o pixel pertencer a uma
classe. Os pixels com valores angulares
superiores que 0s limites maximos
especificados ndo sdo classificados (Moura,
2016).

Parametros gerais de classificacao

Todas as classificacbes foram realizadas
obedecendo os seguintes critérios: (i) Para a
realizacdo de todas as classificacbes, foram
utilizadas as bandas 2,34 e 5 (RGB +
Infravermelho) da imagem orbital supracitada.
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(i1) Todos os classificadores foram calibrados
para gerar nove classes de uso e cobertura do
solo. (iii) As mesmas regibes de interesse
(ROI’'s) foram utilizadas para todos os
classificadores. (iv) Todos os classificadores
foram avaliados a partir da matriz de confusao
gerada utilizando as mesmas ROI’s.

Parametros especificos de classificacao

Em apenas quatro classificadores foram
necessarios configurar parametros especificos
de classificacdo (Feature Extraction, Neural
Net, Parallelepiped e Spectral Information
Divergence). Os parametros visualizados nas
tabelas 1 e 2 foram os que obtiveram o0s
melhores resultados dentre os diversos testes
realizados para cada um dos classificadores.

Tabela 1- Pardmetros especificos utilizados para os algoritmos Feature Extraction e Neural Net.

Parametros Feature Extraction Neural Net
Scale level (%) 20 -
Merge level (%) 80 -
N° de Interacdes - 10

Tabela 2- Valores de desvio padrdo méximo por classe, regulados para os algoritmos Parallelepiped e
Spectral Information Divergence.

Classes Parallelepiped Spectral Information Divergence
Agua 7,10 0,02
Vegetacdo Arborea 1,50 0,01
Vegetacdo Arbustiva 1,15 0,001
Mangue 2,15 0,002
Silvicultura 1,20 0,001
Gramineas 1,20 0,001
Solo Exposto 0,90 0,01
Campos de Altitude 1,10 0,01
Urbanizacéo 1,60 0,50

Escolha das classes

A escolha das classes foi baseada na
analise visual da imagem orbital, com a
identificacdo de nove classes de uso e cobertura
do solo. As classes listadas foram: Vegetacao
Arborea, Vegetacdo Arbustiva, Silvicultura,
Gramineas, Campos de Altitude, Manguezal,
Solo Exposto, Urbanizacio e Agua.

Coleta de amostras

A selecio de um esquema de
amostragem adequado ¢ de fundamental
importancia para gerar uma matriz de erro que
seja representativa para toda a area de estudo
(Congalton; Green, 2009).

A estratégia adotada na presente
pesquisa foi a amostragem aleatéria
estratificada. Nessa metodologia torna-se
necessario algum conhecimento prévio sobre a
area de estudo para dividir a éarea em
classes/estratos, para em seguida, realizar a
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amostragem. Sua principal vantagem ¢ que
todos os estratos (classes), por menores que
sejam, serdo incluidos na amostra (fator
importante  para coleta de amostras
representativas de cada classe).

Para a utilizagdo dos classificadores
supervisionados, primeiramente foi elaborada a
amostragem das nove classes de uso e cobertura
do solo propostas em toda extensao da imagem
orbital (Figura 2). Este procedimento foi
utilizado para abastecer todos os classificadores
supervisionados, exceto, para a ferramenta
Feature Extraction, por utilizar o processo de
segmentacdo para a referida amostragem.

Deve ser ressaltado que, somente
metade das amostras de cada classe foram
inseridas nos algoritmos de classificagdo. O
restante das amostras, ou seja, a outra metade
das amostras de cada classe de uso e cobertura
do solo, foram utilizadas para a construcao da
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matriz de confusdo para analisar a acuracia da
classificacdo de cada algoritmo.

o

Analises pds-classificacdo

As analises pos-classificacdo
consistiram em diagnosticos de acurdcia dos
mapas tematicos produzidos. Para tanto,
inicialmente foi construida uma matriz de
confusdo para analisar o desempenho de cada
algoritmo classificador. A construcdo da matriz
de confuséo levou em consideracdo as amostras
ndo utilizadas no processo de classificacdo. A
analise do desempenho de cada classificador
ocorreu por meio da interpretacdo dos valores
da acuracia global e indice Kappa.

Acurécia global

A acurécia global ou ainda exatiddo
global, expressa o total de acertos em relagcdo ao
total de amostras da imagem classificada
(Equacao 1).

Ag = % + 100 (1)

Em que: Ag = acurdcia global, a =
pontos amostrais com acerto, n = nimero total
de pontos amostrais.

indice Kappa

Cohen (1960) define Kappa como um
coeficiente de concordancia para escala
nominais que pede a proporcao de concordancia
depois que a concordancias atribuida a
casualidade ¢ retirada de consideracéo.
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Figura 2 — Locais e classes de uso e cobertura do solo amostradas.

Mapa ROl's

LEGENDA
B AGUA
= VEGETACAO ARBOREA
== VEGETAGAO ARBUSTIVA
mm MANGUEZAL
B SILVICULTURA
GRAMINEAS
= SOLO EXPOSTO
mm CAMPOS DE ALTITUDE
B URBANIZACAO

Segundo Cohen (1960) o coeficiente Kappa
mede o grau de concordancias em escalas
nominais assumindo que (i) as unidades sdo
independentes, (ii) as classes ou categorias da
escala nominal sdo independentes e
mutuamente exclusivas, (iii) o classificador e 0s
pontos de referéncia operam de forma
independente.

_ po-pe
K = e (2)

Em que: K = coeficiente Kappa, po =
pode ser traduzido pela proporcédo de unidades
(pontos de referéncia) que concordam, pe =
traduz a proporcdo de elementos atribuidos a
determinada classe ao acaso. Os valores de
Kappa podem possuem variacao de -1 a 1, onde
0 os valores proximos de 1 indicam alta
concordancia.

Para a avaliagéo do desempenho de cada
classificador foi utilizada a escala sugerida por
Landis e Koch (1977), apresentada na Tabela 3.
Os autores ressaltam que, embora essas
divisbes sejam claramente arbitrarias, elas
podem fornecer uma referéncia util para a
discussao.

Congalton (1991) relata que o uso do
coeficiente Kappa € satisfatorio na avaliagdo da
precisdo de uma classificacdo tematica, pelo
fato de levar em consideracéo toda a matriz de
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confuséo em seu caélculo, inclusive o0s
elementos de fora da diagonal principal, os
quais representam as discordancias na
classificacdo, diferentemente da exatidao

global, por exemplo, que utiliza somente os
elementos diagonais (concordancia real).

Tabela 3 - Avaliacdo do desempenho dos classificadores em func¢do do indice Kappa.

Valor de Kappa Desempenho
Menor que zero Péssima
Entre 0e 0,2 Ruim
Entre 0,21 e 0,4 Razovel
Entre 0,41 e 0,6 Boa
Entre 0,61 e 0,8 Muito Boa
Entre0,81e1l Excelente

Fonte: Adaptado de Landis e Koch (1977).

Resultados e discussao

A Figura 3 apresenta os mapas gerados
pelos classificadores supervisionados e néo-
supervisionados. Na tabela 4 pode ser
visualizado os dados de area das classes de uso
e cobertura do solo de todos os classificadores.
Na tabela 5 constam a acurdcia média por
classe, a acuracia global, o indice Kappa, o
desempenho e o0 ndmero de classes
identificadas por cada um dos classificadores.
3.1. Desempenho dos classificadores né&o-
supervisionados

IsoData: O  classificador  néo-
supervisionado IsoData, foi capaz de distinguir
sete classes de uso e cobertura do solo, néo
classificando as areas de gramineas e campos
de altitude. Sua acurécia global foi de 89,7% e
indice Kappa de 0,72.

Os maiores valores de confusédo entre
classes ocorreram entre vegetagdo arbustiva e
vegetacdo arborea (47,9%), manguezal e
silvicultura (33,74%) e entre as classes
urbanizacgéo e solo exposto (37,23%).

A partir da analise do mapa gerado pela
classificacdo (Figura 7-A), juntamente com 0s
valores de acurdcia por classe (Tabela 5) foi
possivel verificar alguns equivocos como: a
classificacdo de manguezal em regides
afastadas do litoral, a classificacdo de dgua em
zonas de sombreamento de montanhas e a
classificacdo de solo exposto em areas
conhecidamente urbanizadas, como os nucleos
urbanos dos municipios de Barra do Sul, Sdo
Francisco do Sul e Itapoa.

K-Means: O classificador néo-
supervisionado K-Means, foi capaz de
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distinguir apenas seis classes de cobertura do
solo, ndo classificando as areas de gramineas,
solo exposto e campos de altitude. A acuracia
global da classificacdo foi de 90,86% e indice
Kappa de 0,74 (Tabela 5). Os maiores valores
de confuséo entre classes ocorreram entre
vegetacdo arbustiva e vegetacdo arborea (com
58,14%) e manguezal e silvicultura (com
46,65%).

Na analise do mapa de classificacdo
(Figura 7-B) foi possivel verificar que houve a
classificacio de manguezal em regibes
afastadas da linha de costa, bem como a
classificacdo de silvicultura na regido de
manguezal. Houve ainda, a assimilacdo das
classes solo exposto e gramineas pela classe
urbanizacdo, principalmente nas  areas
conhecidamente utilizadas pela rizicultura.
Desempenho dos classificadores
supervisionados

Binary Encoding: Este foi o algoritmo
que apresentou a menor capacidade de
identificacdo de classes de uso e cobertura do
solo. Foram apenas trés classes identificadas
pela ferramenta, sendo elas: agua, vegetacdo
arborea e manguezal, como € possivel observar
na Figura 7-C. Apesar da baixa quantidade de
classes, o0 indice Kappa obtido foi de 0,79 e a
acuracia global de 91,06%, o que pode ser
explicado pelo elevado grau de assertividade
nas classes mais abundantes da regido estudada,
dgua e vegetacdo arbdrea, que nessa
classificacdo representaram aproximadamente
96% da quantidade total de pixels da imagem
orbital.
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mm MANGUEZAL
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= SOLO EXPOSTO
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Legenda: 4- IsoData; B- K-Means; C- Binary Encoding; D- Feature Extraction; E- Mahalanobis Distance;
F- Maximum Likelihood; G- Minimum Distance; H- Neural Net; I- Parallelepiped; J- Spectral Angle Mapper;
K- Spectral Information Divergence.

Figura 3 — Mapas de uso e cobertura do solo gerados pelos classificadores e respectiva legenda.
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Tabela 4 - Areas obtidas para cada uma das classes de cobertura do solo (km?) e porcentagem correspondente em relacio a area total da imagem orbital (%).

Classes A B C D E F G H | J K
% km2 % km % km? % km?2 % km? % km % km? % km? % km?* % km? % km?
Agua 38 2941 38 2912 39 2946 38 2875 34 2637 37 2848 39 3004 38 2900 38 2889 39 2986 38 2926
Vegetacdo Arborea 28 2103 30 2316 58 4399 30 2306 15 1143 27 2058 10 786 43 3300 33 2535 14 1045 22 1681
Vegetagdo Arbustiva 14 1094 20 1543 - - 2 169 21 1602 9 674 27 2062 - - 8 577 27 2077 13 986
Manguezal 3 196 1 49 4 303 3 195 7 511 1 88 10 779 2 159 1 45 5 412 1 78
Silvicultura 9 695 4 271 - - 4 334 6 464 7 568 2 157 - 3 - - 3 199 2 127
Gramineas - - - - - - 3 237 7 555 10 785 4 324 10 800 5 393 1 105 1 52
Solo Exposto 4 282 - - - - 1 91 2 187 2 134 2 125 05 35 2 161 2 146 5 390
Campos de Altitude - - - - - - 12 891 4 301 2 119 1 90 1 99 1 40 2 181 6 437
Urbanizacéo 4 337 7 557 - - 7 538 3 248 5 374 4 311 5 353 3 228 6 457 12 934

N&o Classificado - 10 781 05 39 04 37
Legenda: A- IsoData, B- K-Means, C- Binary Encoding, D- Feature Extraction, E- Mahalanobis Distance, F- Maximum Likelihood, G- Minimum Distance,
H- Neural Net, |- Parallelepiped, J- Spectral Angle Mapper, K- Spectral Information Divergence. Fonte: dos autores.

Tabela 5 - Acuracia dos algoritmos para cada uma das classes de cobertura do solo, acuracia média por classe, acuracia global, indice Kappa e o desempenho e
o numero de classes identificadas por cada um dos classificadores.

Classes A B C D E F G H | J K Média

Agua 100,0 100,0 100,0 99,9 93,8 99,6 100,0 100,0 100,0 100,0 99,9 99,4

Vegetacdo Arborea 52,2 56,1 86,9 82,9 51,1 82,4 28,4 99,9 84,5 27,9 46,2 63,5

Vegetacdo Arbustiva 46,0 41,6 - 20,6 79,2 62,9 72,0 - 53,1 60,6 23,2 51,0

Manguezal 32,3 20,9 35,8 92,8 92,8 96,5 63,0 93,1 53,8 37,2 30,5 59,0

Silvicultura 36,4 36,4 - 68,1 70,9 99,0 43,8 - - 43,0 27,7 53,2

Gramineas - - - 41,4 64,0 95,5 36,2 94,4 52,0 17,8 10,3 51,4

Solo Exposto 39,0 - - 27,3 58,3 66,0 39,5 35,7 33,9 40,0 8,0 38,6

Campos de Altitude - - - 95,6 94,8 97,5 26,2 78,1 52,8 19,5 9,8 59,3

Urbanizagao 60,7 94,0 97,0 96,9 99,0 74,6 97,8 78,5 83,3 91,6 87,3
Acuréacia Global (%0) 89,71 90,86 91,60 94,46 84,43 95,51 82,82 98,02 94,13 82,41 85,47
indice Kappa 0,72 0,74 0,79 0,87 0,66 0,89 0,60 0,95 0,86 0,59 0,66
Desempenho Geral Muito boa Nll;égo Nkl;:)go Excelente Muito boa Excelente Moc;erad Excelente Excelente Moierad Ntl)légo

N° de classes identificadas 7 6 3 9 9 9 9 7 8 9 9

Legenda: A- IsoData, B- K-Means, C- Binary Encoding, D- Feature Extraction, E- Mahalanobis Distance, F- Maximum Likelihood, G- Minimum Distance,
H- Neural Net, I- Parallelepiped, J- Spectral Angle Mapper, K- Spectral Information Divergence.
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O classificador apresentou uma
assertividade de 100% para a classe agua,
86,9% vegetacdo arborea e 35,8% para a classe
manguezal. A classe manguezal foi a que teve
0 menor percentual de acerto, tendo como
principal classe interferente a vegetacdo
arborea com 60,77% de confuséo entre classes.

Feature Extraction: Esta ferramenta de
classificagdo foi capaz de identificar as nove
classes de uso e cobertura do solo propostas,
obtendo assim um indice Kappa de 0,87 e
acuracia global de 94,46% (Tabela 5). Os
maiores valores de confuséo ocorreram entre as
classes vegetacdo arbustiva e arborea (com
50,63%), solo exposto e campos de altitude
(com 44,79%). O mapa gerado pelo
classificador (Figura 7-D) identificou as areas
de manguezal em regibes onde notoriamente
esse ecossistema ndo e encontrado.

Outro ponto que despertou atencdo foi
a classificacdo de diversas regifes da classe
agua em &reas de morros, muito provavelmente
devido ao sombreamento ocasionado pelas
montanhas, principalmente na Serra do Mar. As
mudancas abruptas na morfologia, que
dependendo do angulo de incidéncia solar no
momento de captura da imagem orbital, pode
ocasionar a formacdo de sombreamento, que
por sua vez & normalmente confundido com
corpos d’dgua  pelos algoritmos  de
classificacdo, em decorréncia das semelhancas
de seus comportamentos radiomeétricos
(POLINARIO et al., 2006).

Mahalanobis Distance: O classificador
Mahalanobis Distance também foi capaz de
identificar as nove classes propostas, obtendo
um indice Kappa de 0,66 e acuracia global de
84,43%. O baixo valor obtido pelo indice
Kappa na presente pesquisa pode ser explicado
em funcdo da baixa acuracia na classe
vegetacdo arbdrea, com apenas 51,1%. Desta
maneira, esse resultado mostrou-se
determinante para o desempenho do
classificador. Fonseca et al. (2014) em uma
analise comparativa de algoritmos de
classificagdo identificou que o Mahalanobis
Distance foi o classificador com o desempenho
médio mais baixo, com indice Kappa médio de
0,739.

Os maiores valores de confuséo entre
classes ocorreram entre vegetagdo arborea e
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vegetacdo arbustiva (com 28,12%) e
silvicultura e vegetacdo arborea (com 25,31%).
Um fenbmeno interessante observavel no mapa
(Figura 7-E), foi a classificagcdo quase total da
parte interna da baia Babitonga como
manguezal. Esta situagdo ocorreu em funcéo
das caracteristicas fisicas do ambiente aquatico,
como: turbidez, soélidos dissolvidos, matéria
organica dissolvida e concentracdo de
organismos fotossintetizadores. Esta mesma
interpretacé@o ocorreu ao longo da linha de costa
em regides com maior concentragdo de
sedimentos em suspensao, como em foz de rios
e na foz da baia Babitonga (no canal central e
no canal do Linguado) (TABOSA et al., 2018).

Outra peculiaridade ocorrida foi a
classificacdo de vegetacdo arbdrea apenas nas
regides de elevada hipsometria, mais de 600 m.
As areas de planicie foram classificadas como
vegetacao arbustiva.

Maximum Likelihood: A ferramenta
Maximum Likelihood identificou as nove
classes propostas, obtendo um indice Kappa de
0,89. A acuracia global da classificacdo foi de
95,51%, valor que se assemelha ao obtido por
Andrade et al. (2014), Profeta (2015) e Paz
(2018), que aplicando o algoritmo na
classificacdo do uso do solo do municipio de
Nova Friburgo/RJ, Piranga/MG e Séo
Francisco do Sul/SC, obtiveram resultados
considerados excelentes. Em um comparativo
entre classificadores utilizando imagens
Landsat TM e ETM+, Jog e Dixit (2016)
apontaram um alto desempenho do Maximum
Likelihood frente aos demais classificadores,
com acuracia global superior a 88% e Kappa
superior a 0,82.

Os maiores percentuais de confusao
ocorreram entre as classes vegetacdo arbérea e
vegetacdo arbustiva (com 28,23%) e entre as
classes vegetacdo arborea e silvicultura (com
14,06%). O classificador obteve a maior
acuracia para a classe silvicultura, com 99,01%.
Porém, a analise do mapa gerado pela
ferramenta (Figura 7-F) apontou que a classe
foi superestimada, o que mascarou o resultado.
E possivel identificar a confusio corrida entre
as classes silvicultura e vegetacdo arbérea, pois
ha predominancia da classe silvicultura em
regides conhecidas de vegetacdo arborea do
bioma Mata Atlantica.

A partir da Tabela 4, observa-se que 0
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classificador considerou que a classe
silvicultura representava 7% da imagem orbital,
0 que corresponde a duas vezes a area de
silvicultura classificada pela maioria dos outros
algoritmos estudados.

Um destaque da classificacdo realizada
pelo algoritmo Maximum Likelihood é a
inexisténcia de confusdo e a elevada acurécia
obtida na classes gramineas e campos de
altitude, com 95,5% e 97,49% respectivamente.
Isso demonstra uma elevada capacidade de
distingdo entre essas duas classes, fendmeno
esse, ndo observado nas demais ferramentas de
classificacao.

Minimum Distance: Este classificador
apresentou um desempenho ruim na
classificagdo de praticamente todas as classes
propostas, obtendo um indice Kappa de 0,60 e
acuracia global de 82,81%. O baixo valor do
indice Kappa ocorreu pela elevada confusao
entre a classe vegetagdo arbdrea e as classes
vegetacao arbustiva e manguezal, obtendo um
valor de 36% e 25,37% de confusdo entre
classes, respectivamente. Um resultado similar
pode ser observado no trabalho de Perumal e
Bhaskaran (2010), onde a ferramenta de
classificagdo Minimum Distance foi igualmente
ineficiente na distincdo de duas classes
vegetais, sendo o pior classificador entre os seis
utilizados.

No mapa gerado pelo classificador
(Figura 7-G) foi possivel observar a
classificacdo exacerbada das classes vegetacao
arbustiva e manguezal rebaixando a acuracia
destas classes (Tabela 5).

Neural Net: Em razdo da acurécia igual
a zero para as classes vegetacdo arbustiva e
silvicultura, entende-se que o classificador nao
foi capaz de identificar as referidas classes,
embora estas estejam minimamente presentes
no mapa gerado pela ferramenta (Figura 7-H).
O baixo desempenho de redes neurais na
distincdo de classes de vegetacao pode também
ser observado no trabalho de Wilkinson et al.
(1995), onde a ferramenta apresentou uma
acuracia global de 77,7% para tal tarefa. Apesar
da ndo classificacdo de duas classes de
cobertura do solo (vegetacdo arbustiva e
silvicultura), o algoritmo apresentou um indice
Kappa de 0,95 e acuracia global de 98,01%,
sendo estes 0os melhores resultados obtidos
neste estudo.

Vieira., C., V., Viana,, P., A

Os maiores valores de confusédo
ocorreram entre as classes solo exposto e
gramineas (com 26,03%) e campos de altitude
e vegetacgdo arbdrea (com 21,16%).

Em estudos de Franca (2010) e
Espinhosa e Galo (2004), indicaram que a
insercdo de mais varidveis no modelo pode
colaborar para uma melhor distingdo das
classes, muito em fungéo da resposta espectral
similar entre as classes

Parallelepiped: Essa ferramenta foi
capaz de identificar oito das nove classes
propostas, sendo a silvicultura a Unica nédo
identificada. O algoritmo gerou também areas
ndo-classificadas (destacadas em preto) em seu
mapa de classificacdo (Figura 7-1). De acordo
com sua matriz de confusdo, as areas ndo-
classificadas coincidem com as seguintes
classes amostrais: vegetacdo arbdrea: 9,18%,
vegetacao arbustiva: 21,81%,
gramineas:19,31%, solo exposto: 32,82%,
campos de altitude: 31,34% e urbanizacdo
12,37%.

Mesmo com a ndo classificacdo da
classe silvicultura e com a geracdo de &reas nao-
classificadas, o algoritmo obteve um indice
Kappa de 0,86 e acurécia de 94,13%.

Spectral  Angle  Mapper:  Este
classificador ndo demonstrou um bom
desempenho na identificacdo da maioria das
classes propostas, obtendo assim um indice
Kappa de 0,59 e acuracia global de 82,41%.
Além da classe &gua, a Unica classificacdo que
foi considerada satisfatoria € a classe
urbanizacdo, com acuracia de 83,26% e
confusdo de 11,95% com a classe solo exposto.
A maior confusdo ocorreu entre as classes
vegetacao arbdrea e vegetacdo arbustiva (com
41,89%).

Na analise do mapa gerado (Figura 7-J)
observou-se a classificacdo de extensas areas de
vegetacdo arbustiva em detrimento da classe
vegetacdo arboérea. Deste modo a classe
vegetacdo arbdrea obteve uma acuracia de
apenas 27,9% (Tabela 5).

O algoritmo apresentou uma quantidade
de 0,51% pixels ndo-classificados, o que nédo
influenciou significativamente o0s resultados
obtidos.

Spectral Information Divergence: Este
classificador foi capaz de identificar as nove
classes de solo propostas, porém, com uma
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baixa acuracia por classe, como pode ser
observado na Tabela 5. Os valores de indice
Kappa e acurdcia global obtidos pela
ferramenta foram de 0,66 e 8547%
respectivamente.

Os maiores valores de confuséo
ocorreram entre as classes silvicultura e
vegetacdo arbdérea (com 58,55%), o0 que
acarretou uma acuracia de 46,2% para a classe
vegetacdo arborea (Tabela 5). Outro fenémeno
interessante observavel no mapa gerado pelo
algoritmo (Figura 7-K), foi a classificacdo
acentuada da classe urbanizacdo, que ocorreu
em detrimento das classes vegetacdo arbdrea
em 12,93%, manguezal 33%, silvicultura 8%,
gramineas 25,99%, solo exposto 53,81% e
campos de altitude: 52,3%.

A mesma confusdo ocorreu com as
classes solo exposto e campos de altitude, que
apesar de representarem juntas
aproximadamente 11% da imagem (Tabela 4),
obtiveram acuracia de 8,0% e 9,8%
respectivamente (Tabela 5), o que indica erro
em ao menos 90% dos pixels classificados pelo
algoritmo, como pertencente a uma dessas
classes.

Os algoritmos de classificagdo de
imagens  orbitais demonstraram  grande
variagdo de acuracia, com resultados distintos
na geracdo dos mapas tematicos. Considerando
as classes de uso e ocupacdo do solo definidas
para a area de estudo, apenas seis
classificadores, todos classificadores
supervisionados, conseguiram identificar todas
as nove classes propostas: Feature Extraction,
Mahalanobis Distance, Maximum Likelihood,
Minimum Distance, Spectral Angle Mapper e
Spectral Information Divergence.

Com relacéo aos coeficientes de anélise
da acuracia dos mapeamentos foi observado
que, o indice Kappa indicou um desempenho
substancialmente menor que a acuracia global.
A diferenca identificada ocorreu visto que, o
indice Kappa considera todos os elementos da
matriz de erros ao invés de apenas aqueles que
se situam na diagonal principal da mesma, ou
seja, estima a soma da coluna e linha marginais
(MASTELLA; VIEIRA, 2018).

No presente estudo varios
classificadores obtiveram valores de acurécia e
Kappa entendidos como altos, porém com
classes de uso e cobertura do solo ausentes

Vieira., C., V., Viana,, P., A

(IsoData, K-Means, Binary Encoding, Neural
Net, Parallelepiped). Como exemplo cita-se o
algoritmo Neural Net foi 0 que apresentou 0s
maiores valores de indice Kappa e Acuracia
Global, sendo 0,95 e 98,02%, respectivamente,
porém com a classificacdo de apenas sete
classes de cobertura de solo.

Outro ponto fundamental para a
identificacdo da qualidade dos mapas tematicos
produzidos e que vai além dos indices de
acuracia, refere-se ao conhecimento da area de
estudo (BOLFE et al., 2004). Destaca-se que,
entre os seis classificadores que realizaram a
identificagdo das nove classes de uso e
cobertura do solo da &rea estudada, varios
apresentaram visiveis equivocos associados a
localizagdo, superestimagdo ou subestimacéo
das areas das classes de uso e cobertura do solo.

Diante do exposto, a andlise da
qualidade dos resultados produzidos pelos
classificadores deve ser igualmente balizada na
analise de indices de desempenho, na
interpretacdo visual e no conhecimento prévio
da area de estudo.

Concluséao

No tocante & geomorfologia da érea
estudada, destaca-se a presenca de feicGes
associadas as areas costeiras com a formacéo de
ambientes praiais e estuarinos, bem como a
presenca imponente das montanhas da Serra do
Mar. Todos esses fatores conferiram
dificuldades na correta delimitacdo das classes
de uso e cobertura do solo na Baia da
Babitonga.

Os classificadores nao-supervisionados
ndo apresentaram bons resultados de
classificacio. Os dois algoritmos de
classificacdo ndo conseguiram identificar as
nove classes de uso e cobertura do solo
propostas para a area de estudo.

Os classificadores supervisionados
apresentaram grande variagdo de acuracia,
sendo que apenas seis classificadores
conseguiram identificar as nove classes de uso
e cobertura do solo da &rea de estudo.

Os classificadores que apresentaram 0s
melhores resultados de acurécia foram Feature
Extraction, Maximum Likelihood, Neural Net e
Parallelepiped, com valores de acuréacia global
superior a 94% e indice Kappa acima de 0,8.
N&o obstante, o classificador Neural Net
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identificou  somente  seis  classes, ©
Parallelepiped apenas oito das nove classes
identificadas na area de estudo. O classificador
Feature Extraction obteve sucesso na
classificacdo de todas as classes de uso e
cobertura do solo, todavia, o algoritmo
apresentou sérios problemas na classificacédo de
manguezal e agua, com insercdo destas classes
em zonas de sombras em morros e montanhas.

O algoritmo Maximum Likelihood foi o
que sofreu a menor influéncia dos aspectos
fisicos da é&rea de estudo, com valores de indice
Kappa e Acuracia Global de 0,89 e 95,51%
respectivamente. O classificador foi capaz de
distinguir as nove classes de cobertura do solo
propostas, apresentando ainda os melhores
resultados de acuracia para as classes:
Gramineas, Solo Exposto, Campos de altitude e
Urbanizacdo, sendo assim o que melhor se
aplica a area estudada.
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